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APLICAÇÕES DE TÉCNICAS ENSEMBLE DE APRENDIZAGEM DE MÁQUINA 

NA INDÚSTRIA BANCÁRIA 

 

Resumo: Tecnologias de Inteligência Artificial (IA) terão um enorme impacto no setor de 

serviços financeiros, com diversas implicações, envolvendo desde a redefinição de processos, 

produtos, serviços até a transformação da forma de interação com clientes. A despeito dos 

benefícios ainda tímidos da IA, considerando o impacto que já está sendo observado nos 

mercados financeiros e o potencial poder de transformação disruptiva de toda a indústria 

bancária, as instituições financeiras em todo o mundo estão realizando investimentos de grande 

escala em inteligência artificial. Os bancos que obterão mais benefícios das inovações em IA 

são aqueles que estiverem mais preparados e dispostos a fazerem mudanças e adaptarem suas 

abordagens com relação a pessoas, processos e dados. No contexto das inovações em finanças, 

este trabalho tem duas dimensões principais. A primeira dimensão objetiva apresentar uma 

visão geral de inovações financeiras, trazendo uma perspectiva histórica e discutindo elementos 

de teoria de finanças. Assim, as inovações financeiras surgem em um contexto em que 

premissas como, por exemplo, ausência de custos de transação ou existência de mercados 

completos, são violadas. A segunda dimensão desse trabalho busca ilustrar o uso de técnicas de 

IA, mais particularmente de aprendizagem de máquina em aplicações voltadas ao segmento 

bancário. São aplicados métodos ensemble baseados em bagging, boosting e random forest para 

problemas de classificação em duas bases de dados: (i) de tomadores inadimplentes e não 

inadimplentes em operações de crédito pessoal, (ii) de clientes que aderem ou não aderem a 

esforços de marketing para realização de depósitos bancários. Os resultados da análise empírica 

sugerem que não há um método de classificação que seja comumente superior, indicando que 

técnicas de IA devem ser adaptadas aos problemas específicos, considerando ainda as 

características da base de dados disponível.   
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Abstract: Artificial Intelligence (AI) technologies will have a massive impact on the financial 

services sector, with several implications, ranging from the redefinition of processes, products, 

services to the transformation of the way of interacting with customers. Despite the still timid 

benefits of AI, considering the impact already being seen in the financial markets and the 

potential disruptive, transformational power of the entire banking industry, financial institutions 

worldwide are making large-scale investments in artificial intelligence. The banks that will 

benefit from AI innovations are those that are most prepared and willing to make changes and 

adapt their approaches to people, processes, and data. In the context of innovations in finance, 

this work has two main dimensions. The first dimension aims to present an overview of 

financial innovations, bringing a historical perspective and discussing elements of finance 

theory. Thus, financial innovations arise in a context in which assumptions, for example, the 

absence of transaction costs or the existence of complete markets, are violated. The second 

dimension of this work seeks to illustrate the use of AI techniques, more particularly machine 

learning in applications aimed at the banking segment. Ensemble methods based on bagging, 

boosting, and random forest are applied to classification problems in two databases: (i) 

defaulting and non-defaulting borrowers in personal loan transactions, (ii) customers who 

adhere, or do not adhere to marketing efforts of banks. The results of the empirical analysis 

suggest that there is no classification method that is commonly superior, indicating that AI 

techniques must be adapted to specific problems, taking into account the characteristics of the 

available database. 

Keywords: Innovation in finance, Artificial intelligence, Machine learning, Ensemble methods, 

Uses in banking. 
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1. Introdução 

 

Tecnologias de Inteligência Artificial (IA) terão um enorme impacto no setor de serviços 

financeiros, com diversas implicações como, por exemplo, (i) na redefinição de processos, 

produtos, serviços e (ii) na transformação da forma de interação com clientes (Jubraj, Graham 

e Ryan, 2018). Estudo do Bank of International Settlements (BIS) indica que a inteligência 

artificial traz revoluções substanciais no segmento financeiro, redesenhando modelos e 

mecanismos de comunicação e interação entre os participantes do mercado (BIS, 2019).  

 

Porém, atualmente, bancos estão obtendo benefícios limitados do uso de IA, dadas as 

dificuldades em adotar e incorporar efetivamente essa nova tecnologia nos negócios, 

principalmente em função da necessidade de mudança nos modelos de gestão (KPMG, 2020). 

De acordo com estudo da KPMG (2020), bancos que superarem essa dificuldade de gestão terão 

vantagens competitivas contundentes.  

 

A despeito dos benefícios ainda tímidos da IA, considerando o impacto que já está sendo 

observado nos mercados financeiros e o potencial poder de transformação disruptiva de toda a 

indústria bancária, as instituições financeiras em todo o mundo estão realizando investimentos 

de grande escala em inteligência artificial (McWaters e Galaski, 2018).   

 

Neste contexto, Plaschke, Seth e Whiteman (2018) sugerem que a inteligência artificial e, em 

especial, os algoritmos de aprendizagem de máquina, transformarão a função financeira, 

exigindo um posicionamento estratégico para competir em um mercado que pode criar valor 

substancial nos próximos anos. Mais particularmente, conforme estimativas da McKinsey 
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Global Institute, ferramentas de inteligência artificial podem gerar valor adicional de mais de 

USD 250 bilhões na indústria bancária (Babel, Buehler, Pivonka, Richardson e Waldron, 2019). 

 

De acordo com Jubraj, Graham e Eve (2018), corroborando os resultados da análise da KPMG 

(2020), os bancos que obterão mais benefícios das inovações em IA são aqueles que estiverem 

mais preparados e dispostos a fazerem mudanças e adaptarem suas abordagens com relação a 

pessoas, processos e dados. No contexto de adoção de IA, conforme estudo elaborado por 

McCauley (2020), as empresas de serviços financeiros estão entre as pioneiras, logo depois das 

empresas de tecnologia de informação e telecomunicação e antes das empresas de bens de 

consumo e varejo. 

 

É importante destacar que os ganhos de valor advindos da inovação financeira podem ser 

acompanhados também por um aumento dos riscos potenciais ao mercado. Por exemplo, 

conforme sugerem Muniesa e Lenglet (2013), a inovação financeira teve papel proeminente na 

crise de crédito do final da década passada, fomentando o debate sobre as responsabilidades da 

indústria de serviços bancários.  

 

As inovações no segmento financeiro como, por exemplo, derivativos de crédito e trading 

algorítmico refletem não somente o uso de criatividade para o desenvolvimento de soluções 

financeiras e exploração de oportunidades de mercado, como também externalidades negativas, 

falhas regulatórias e riscos tecnológicos (Millo e MacKenzie, 2009; Muniesa e Lenglet, 2013; 

Taleb, 2007).  

 

As inovações financeiras no mercado de securitização como, por exemplo, Collateralized Debt 

Obligations (CDOs) e Credit Default Swaps (CDS), aumentaram a tolerância ao risco de 
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investidores em títulos ligados a hipotecas (Immergluck, 2009) que, atrelada a uma regulação 

mais leniente, criou condições para a crise econômica global de 2007.  Apesar da velocidade 

cada vez maior das inovações, o segmento financeiro não desenvolveu uma cultura de escrutínio 

público e precaução técnica como outros segmentos como, por exemplo, biomedicina, 

biotecnologia, telecomunicações, etc (Callon e Lacoste, 2011; Muniesa e Lenglet, 2013). 

 

Neste sentido, o uso de IA em aplicações no segmento financeiro deve ser avaliado ao mesmo 

tempo com motivação e cautela. Os ganhos de produtividade e de poder analítico que a IA 

propicia aos gestores financeiros podem vir acompanhados de armadilhas que, por sua vez, 

podem se refletir em riscos sistêmicos com potencial de impacto considerável na economia 

global.  

 

Desta forma, deve-se evitar o uso indiscriminado de algoritmos de IA, focando-se no 

entendimento das premissas teóricas e das implicações práticas não somente do ponto de vista 

gerencial como também social. Por exemplo, as inovações financeiras baseadas em IA devem 

ser acompanhadas de debate sobre privacidade e ética, uma vez que grande parte da matéria 

prima para modelos de aprendizagem de máquina envolve dados, muitas vezes sigilosos e 

confidenciais, de indivíduos e empresas.  

 

No contexto das inovações em finanças, este trabalho tem duas dimensões principais. A 

primeira dimensão objetiva apresentar uma visão geral de inovações financeiras, trazendo uma 

perspectiva histórica e discutindo elementos de teoria de finanças. Assim, as inovações 

financeiras surgem em um contexto em que premissas como, por exemplo, ausência de custos 

de transação ou existência de mercados completos, são violadas.  
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A segunda dimensão desse trabalho busca ilustrar o uso de técnicas de IA, mais particularmente 

de aprendizagem de máquina em aplicações voltadas ao segmento bancário. São aplicados 

métodos ensemble baseados em bagging, boosting e random forests para problemas de 

classificação de (i) tomadores inadimplentes e não inadimplentes em operações de crédito 

pessoal, (ii) adesão ou não adesão a esforços de marketing para realização de depósitos 

bancários.    

 

O trabalho está estruturado da seguinte forma. Na próxima seção, é realizada uma discussão 

teórica sobre inovação financeira, considerando contexto, tipologia e são apresentadas algumas 

inovações no segmento bancário. Posteriormente, são brevemente descritos os métodos 

ensemble que serão explorados nesse estudo, visando ilustrar o uso de técnicas de inteligência 

artificial na indústria bancária. Os resultados do estudo são discutidos e finalmente são 

apresentados os comentários finais, incluindo limitações e sugestões para estudos futuros.  

 

2. Discussão teórica 

 

a. Contexto das inovações em finanças 

 

Conforme Franklin (2012), uma explicação tradicional para a existência de inovação financeira 

está associada ao potencial preenchimento de lacunas, buscando a correção de algum tipo de 

ineficiência ou imperfeição de mercado.  

 

Em um mercado perfeito, sem custos de transação, sem custos de informação e sem 

regulamentação, tanto a intermediação financeira quanto a inovação financeira não existiriam 

(Blake, 1996). Nestas condições, considerando ainda a inexistência de problemas de razão 
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moral (Tufano, 2003), os indivíduos poderiam, por si só, replicar, sem custos, todas as 

atividades dos intermediários financeiros ou todas as características de produtos inovadores 

(Blake, 1996). Desta forma, os esforços para inovação não criariam valor aos seus 

desenvolvedores. 

 

Esse argumento de irrelevância da inovação financeira, dentro da perspectiva de os indivíduos 

ou empresas poderem replicar produtos do mercado, é análogo ao da irrelevância de estrutura 

de capital, explorada na teoria de finanças pelos trabalhos seminais de Modigliani e Miller 

(1958, 1963), que trazem à discussão a irrelevância do conceito de propriedade da empresa 

(Fama, 1980).  

 

Assim, sem imperfeições de mercado, os indivíduos poderiam replicar estratégias de 

financiamento e de investimento em títulos financeiros, de forma competitiva aos produtos ou 

serviços ofertados por intermediários financeiros. No entanto, quando mercados são 

incompletos, as inovações financeiras podem explorar oportunidades de compartilhamento de 

riscos. Inovações, notadamente por meio da formulação de títulos financeiros. podem também 

alinhar interesse dos diversos stakeholders quando há conflitos de interesse (Franklin, 1992).  

 

Além disso, Merton (1992) discute que uma teoria amplamente aceita sobre os direcionadores 

da inovação financeira envolve a redução de custos e a transposição de restrições regulatórias 

tanto em termos de regras tributárias quanto em termos de convenções contábeis. Essa discussão 

é semelhante à de Franklin (2012) que sugere que as inovações podem ser motivadas por 

possibilidade de diminuir impostos ou evitar impactos da regulação. 
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Dadas as imperfeições de mercado, as inovações financeiras têm propiciado diversas 

contribuições para o mercado. Por exemplo, as inovações têm reduzido os custos de transação 

de diversas operações financeiras, conferindo maior liquidez (Miller, 1992). Além disso, Allen 

(2012) exemplifica que inovações financeiras na forma de venture capital e private equity são 

também importantes mecanismos com efeitos benéficos, principalmente por propiciar caixa 

para empreendimentos em estágios iniciais de desenvolvimento, quando estão expostos a 

elevados níveis de risco.  

 

Muitas empresas americanas, no início de suas operações, se beneficiaram de capital de risco 

como, por exemplo, Apple, Cisco Systems, Google e Microsoft (Allen, 2012). Assim, sem essas 

inovações, dificilmente empreendimentos com alto grau de risco conseguiriam financiamento 

para suas operações.  

 

Allen (2012) também estabelece que as inovações financeiras trouxeram contribuição relevante 

para empreendimentos sem fins lucrativos como, por exemplo, os voltados à preservação 

ambiental. Assim, o mercado de carbono pode ser considerado uma inovação financeira 

associado a questões de preservação ambiental e preocupações com as mudanças climáticas 

globais. 

 

Outra inovação financeira com impacto ambiental são as STFs (State Revolving Funds). Nesse 

fundo, o governo federal concede um recurso a estados, com 20% de contrapartida dos governos 

estaduais e com suplementos financeiros de filantropos. Esses recursos são emprestados pelo 

estado a cidades e organizações que, por sua vez, pagam a dívida por meio de receitas dos 

projetos ligados ao meio ambiente e de impostos locais (Allen, 2012). 
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Nesta configuração inovadora, recursos financeiros do governo federal permitem a viabilidade 

de curto prazo dos projetos que, ao gerarem resultados, tornam-se sustentáveis a médio e longo 

prazos. Em um fundo específico, Clean Water State Revolving Fund (CWSRF), USD 19,8 

bilhões de empréstimos para proteção e restauração de águas, geraram USD 7 bilhões de 

economia, beneficiando 115 milhões de pessoas e criando 716 mil empregos entre 1987 e 2005 

(EPA, 2008).  

 

Um outro exemplo de inovação financeira contribuindo para a esfera de iniciativas sem fins 

lucrativos envolve o financiamento de pesquisas para cura de doenças que assolam 

primordialmente países em desenvolvimento (Allen, 2012). Tendo em vista que algumas 

doenças já erradicadas ou pouco comuns em países desenvolvidos não geram interesse de 

mercado, formas alternativas de financiamentos a partir de recursos privados representam 

inovações com impacto social relevante. 

 

De forma mais abrangente, as inovações em produtos e serviços financeiros podem contribuir 

para a melhoria de desempenho econômico, (i) suprindo demandas de agentes superavitários e 

deficitários por produtos que aumentem as oportunidades de compartilhamento ou agrupamento 

de risco, hedging de exposições, transferência espacial ou intertemporal de recursos, (ii) 

diminuindo custos de transação e aumentando liquidez, (iii) reduzindo problemas de agência, 

advindos de assimetria informacional e de impossibilidade de monitoramento do 

comportamento do agente (Miller, 1992). 

 

A literatura tem sugerido que, apesar de a inovação financeira comumente trazer benefícios, 

pode também gerar problemas (Allen, 2012). Ao mesmo tempo que a redução de custos de 

transação advinda das inovações financeiras permite um maior acesso aos mercados, implica 
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também em um maior nível de negociação de curto prazo, ocasionando um menor horizonte de 

tempo de planejamento para empresas e investidores, podendo trazer maior volatilidade (Miller, 

1992). Assim, as inovações podem trazer externalidades negativas, exigindo intervenção de 

governos para corrigir incentivos (Wieneke, 2016) e distorções. 

 

Essa maior instabilidade nos mercados pode ser fonte de crises. Allen (2012) sugere que 

algumas inovações financeiras são conduzidas com o objetivo de criar complexidade e explorar 

o cliente, trazendo exemplos como os mecanismos de securitização e hipotecas sub-prime que 

amplificaram a crise de 2007. 

 

Estudos têm mostrado que há situações nas quais um produto considerado inovador extrai 

riqueza, com pouca contribuição ao mercado. Por exemplo, SPARQS emitidos pelo Morgan 

Stanley da década de 2000, apesar de arriscados, geravam um retorno esperado abaixo da taxa 

de juros livre de riscos, sem apresentar vantagens em relação a propriedades de hedging, 

liquidez ou benefícios fiscais (Allen, 2012; Henderson e Pearson, 2011). 

 

b. Tipologia das inovações em finanças 

A inovação em finanças possui diversas perspectivas e dimensões. Sob um ponto de vista 

macro, a inovação financeira pode ser entendida como o motor que direciona o sistema 

financeiro para o objetivo de aprimorar o desempenho da economia real (Merton, 1992).  

 

Sob uma perspectiva voltada a operações, Blake (1996) associa a inovação financeira com um 

processo de desmontagem e reembalagem de características de produtos financeiros visando a 

criação de novos instrumentos. Neste contexto, a intermediação financeira e a inovação 



 

 

11 

 

financeira estão ligadas a mudanças não disruptivas em serviços, sistemas, organizações e 

reinvindicações sobre fluxos de caixa (Blake, 1996).  

 

Em contrapartida, sob uma perspectiva mais disruptiva, a inovação financeira representa a ação 

de criação e popularização de novos instrumentos, tecnologias, instituições e mercados 

financeiros (Tufano, 2003). Para o autor, as inovações em finanças podem ser classificadas em 

(i) inovações em produtos e (ii) inovações em processos.  

 

Nesta classificação, as inovações em produtos estão, por exemplo, associadas ao 

desenvolvimento de (i) novos títulos financeiros, (ii) novos instrumentos derivativos ou (iii) 

novas formas de agrupamentos ou integração de produtos existentes, enquanto as inovações em 

processo podem ser tipificadas por (i) novos mecanismos de distribuição de ativos, (ii) novas 

tecnologias de processamento de transações ou (iii) novos modelos de precificação de 

operações (Tufano, 2003). 

 

De forma análoga, Ross (1989) estabelece que as inovações financeiras podem, apesar de 

variadas e difusas, sob uma taxonomia mais definitiva, ser classificadas em (i) novos títulos e 

novos mercados e (ii) novas estratégias de negociação dinâmicas que exploram esses novos 

instrumentos.  

 

As inovações financeiras que surgiram no século passado tiveram impulso devido a quatro 

fatores (Miller, 1992): (i) a movimentação para taxa de juros flutuante, (ii) a revolução na 

tecnologia de informação, principalmente decorrente do avanço dos computadores, (iii) o 

represamento de avanços no setor nas décadas anteriores em função do crescimento econômico 

limitado, reflexo dos efeitos da crise de 1929 e (iv) as consequências da Segunda Guerra 
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Mundial que, dentre os diversos impactos econômicos, ainda implicou restrições às transações 

internacionais.   

 

A partir da década de 1970, impulsionada pelo processo de desregulamentação financeira 

advinda do colapso do Acordo de Bretton Woods (Bavoso, 2016; Miller, 1992), a inovação em 

finanças gerou diversos instrumentos e estratégias com derivativos como, por exemplo, (i) 

swaps, (ii) swaptions, (iii) futuros de índices, (iv) opções negociadas em mercados de bolsa, (v) 

butterfly spreads, etc (Aliber, 1987, Miller, 1992; Ross, 1989).  

 

Mecanismos de diversificação de moeda e cláusulas de opcionalidade também foram sendo 

agregados a títulos de dívida tradicionais, propiciando a negociação de (i) títulos resgatáveis, 

(ii) títulos zero-coupon, (iii) eurobonds, (iv) eurodollars, (v) títulos de taxas flutuantes, (vi) 

junk bonds. Outras inovações envolvem ainda (i) securitização de recebíveis, (ii) seguro de 

carteira, (iii) caixa sintético, (iv) strips, (v) straps, (vi) primes, (vii) scores, (viii) estratégias de 

trading dinâmico, (ix) sistemas de trading, etc (Aliber, 1987, Miller, 1992; Ross, 1989).   

 

Além disso, o desenvolvimento tecnológico permitiu outras inovações em finanças como, por 

exemplo, (i) negociação de 24 horas, movimentando centros financeiros como Tóquio, Londres 

e Nova Iorque ao longo do dia, (ii) transferência eletrônica de fundos, (iii) caixas eletrônicos, 

etc (Merton, 1992). Conforme destaca Aliber (1987), a inovação mudou estruturas, remodelou 

os participantes e consolidou centros financeiros.  

 

Mais recentemente, uma nova onda de inovações está invadindo a indústria financeira. Por 

exemplo, o desenvolvimento tecnológico está trazendo diversos outros players ao mercado 

como as fintechs que estão aproveitando espaços ao conseguirem reduzir custos de transação e 
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conquistar clientes (i) usando massivamente os avanços em tecnologia de informação e 

comunicação e (ii) explorando algoritmos de inteligência artificial em sua base de clientes.  

 

Além das fintechs, outras empresas de tecnologia estão avançando no segmento financeiro. 

Apple, Google, Alibaba e mais recentemente Amazon e Facebook já possibilitam transações 

por meio de seus sistemas de pagamento. Adicionalmente, as empresas de tecnologia têm 

avançado em outras áreas de finanças, com parcerias pouco prováveis no passado. Ilustrando 

essa movimentação, a Amazon está se aliando ao JPMorgan e a Berkshire Hathaway para 

estruturar uma nova empresa de seguro de saúde que atenda seus funcionários (Faustino, 2018).  

 

Iniciativas na área de finanças podem representar atualmente uma pequena parcela dos negócios 

das grandes empresas de tecnologia. Porém, como o número de usuários em suas plataformas 

é significativo, essas iniciativas podem se transformar em negócios que movimentam recursos 

vultosos (Shevlin, 2019). Por exemplo, a empresa financeira do Alibaba, Ant Financial Services 

Group, possui 600 milhões de usuários e a Amazon tem cerca de 300 milhões de clientes que 

utilizam o Amazon Pay (Shevlin, 2019). 

 

Acompanhando as inovações, novos mecanismos de gestão e novas regulamentações são 

necessárias paras contemplar as mudanças decorrentes do uso de inteligência artificial 

(Faustino, 2018). Governos e órgãos reguladores têm buscado enfrentar as incertezas e as 

apreensões que acompanham o avanço de IA em instituições e mercados (McWaters e Galaski, 

2018). 

 

Com relação à regulamentação, a Lei Geral de Proteção de Dados representa importante 

mecanismo para proteção da privacidade. Com relação ao aumento de competitividade no setor 
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financeiro, o Banco Central regulamentou recentemente a entrada de fintechs no segmento de 

crédito (Reuters, 2018), autorizando a atuação das dessas empresas em empréstimos de recursos 

próprios e na intermediação entre agentes superavitários e agentes deficitários (Faustino, 2018).  

 

c. Inteligência artificial na indústria bancária 

Considerando impactos dos últimos cinquenta anos, pode-se exemplificar alguns exemplos de 

inovações que tiveram grande repercussão em finanças: algoritmos para reconhecimento ótico 

de caracteres foram desenvolvidos em 1970, planilhas eletrônicas em 1980 e sistemas de 

planejamento financeiro e boletagem eletrônica em 1990 (Heric, 2018).  

 

Além das tecnologias de suporte à função financeira, o avanço da teoria e de técnicas 

propiciaram aplicações mais avançadas como, por exemplo, modelos de alocação de capital, 

mecanismos alternativos de captação de recursos e ferramentas de gestão de riscos (Avgouleas, 

2015, Bavoso, 2016). 

 

Dentro da indústria de serviços financeiros, McCauley, (2020) apresenta resultados de pesquisa 

conduzida entre janeiro e fevereiro de 2020, com cerca de 110 alto executivos (C-suite, 

diretores, chefes de IA, chefes de analytics), de grandes empresas nas Américas, Europa, Ásia 

e África.  

 

A pesquisa indica que os principais usos da IA na área financeira concentram-se em (i) detecção 

de fraude, (ii) processos e análises financeiras, (iii) segurança cibernética, (iv) personalização 

de produtos e serviços, (v) atendimento ao cliente e (vi) manutenção de ativos (McCauley, 

2020). 
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Algumas evidências anedóticas podem ser apresentadas para ilustrar o uso de IA na indústria 

bancária. Em 2016, o Citigroup, após ter falhado no teste de stress do Banco Central americano, 

utilizou técnicas de aprendizagem de máquina para obter aprovação (Heric, 2018). Além disso, 

a PicPay, uma fintech de pagamentos, pretende aumentar o número de clientes cadastrados e 

criar algoritmos de IA que permitam conhecer melhor seus usuários e parceiros, para oferecer 

produtos e serviços customizados (Romani, 2020). Já o Itaú-Unibanco explora IA para a 

segurança física das agências por meio do monitoramento da circulação de pessoas (Caputo, 

2017a), reforçando os mecanismos de combate a potenciais ações criminosas. 

 

Recentemente, o Bradesco lançou a BIA (Bradesco Inteligência Artificial), chatbot cognitivo 

que tira dúvida de clientes e funcionários. Desenvolvido na plataforma Watson da IBM e 

também usado no Next, banco digital criado pelo Bradesco, a BIA utiliza IA para aperfeiçoar a 

experiência dos clientes e visa aumentar receitas advindas dos canais digitais (Mari, 2019).  

 

Os chatbots tipicamente buscam aprimorar a interação com o usuário por meio de uma 

experiência automatizada, que explora tecnologias cognitivas, em aplicações voltadas a 

responder perguntas, dar orientações e auxiliar humanos a desempenhar atividades (Swaroop, 

2019). Na área de finanças, os chatbots podem ser usados para abertura de contas, questões 

sobre tarifas, consultas sobre pagamentos, situações sobre pagamentos (Swaroop, 2019). 

Usualmente, o sistema de chatbot processa a linguagem humana, utilizando IA, buscando 

interagir e responder às demandas do usuário de forma natural (Caputo, 2017b). 

 

No curto prazo, IA e ML vão contribuir para que fintechs aumentem a acurácia e personalização 

de operações de pagamento, empréstimo e seguros (Columbus, 2019). Por exemplo, Prestige 

Financial Services, financiadora de automóveis de Utah (EUA) utilizou IA para analisar crédito 
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para pessoas sem histórico ou com pouco histórico, aumentando taxas de aprovação para 

pessoas menores de 20 anos em três vezes. (Columbus, 2019) 

 

 

É importante destacar a relevância cada vez maior de IA no segmento de instituições não-

financeiras. Pesquisa com cerca de 1000 CEOs, CFOs, executivos financeiros sêniores e 

júniores mostrou que as funções financeiras já estão usando ferramentas que exploram dados, 

notadamente usando análises preditivas e IA (Accenture, 2018). 

 

Outra pesquisa, conduzida com executivos do nível C-suite, indicou que 84% dos respondentes 

acreditam que as empresas devem alavancar o uso de IA para atingir as metas de crescimento 

(Awalegaonkar, Ketan, Berkey, Robert, Douglass, Greg, Reilly, 2019).  O estudo mostra ainda 

que cerca de 75% dos executivos temem que suas empresas possam ser completamente alijadas 

do mercado caso não escalem as aplicações de IA nos próximos cinco anos (Awalegaonkar et 

al., 2019). Essa previsão não parece ser tão improvável, pois de acordo com Jubraj, Graham e 

Ryan (2018), mais da metade das empresas do Fortune 500 no início dos anos 2000 encerraram 

suas atividades.  

 

A despeito de a inovação financeira ter, mais recentemente, ganho espaço especialmente com 

a evolução tecnológica e a introdução de técnicas de IA, seu processo tem existido até mesmo 

nos períodos em que os sistemas monetários eram ainda rudimentares, principalmente visando 

a otimização de transações (Bavoso, 2016).  Conforme Tufano (2003), a história mostra que a 

inovação financeira tem sido persistente no ambiente econômico nos últimos séculos.  
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A despeito da automatização por meio de robôs e de aprendizagem de máquina ser um tópico 

contemporâneo que gera discussões acaloradas, muitas tecnologias já existentes ainda são 

bastante sub-utilizadas (Heric, 2018). Em particular, a falta de integração adequada com a 

estrutura tecnológica existente pode tornar esforços de adoção de novas tecnologias menos 

assertivas (Hein, 2018).  

 

 

3. Metodologia 

 

a. Métodos ensemble 

Considerando que algoritmos de inteligência artificial e, mais especificamente, modelos de 

aprendizagem de máquina, constituem inovações que estão alterando substancialmente o 

ambiente competitivo, esse estudo apresenta aplicações de métodos ensemble em problemas 

comumente enfrentados por instituições financeiras.  

 

Métodos ensemble constituem um conjunto de técnicas estatísticas e computacionais que 

combinam múltiplos algoritmos de aprendizagem para obter um desempenho preditivo superior 

ao de algoritmos individuais (Opitz e Maclin, 1999; Rokach, 2010). Apesar de métodos 

ensemble poderem ser usados para aprendizagem não-supervisionada, tipicamente são 

aplicadas em aprendizagem supervisionada, na qual o algoritmo desenvolve um modelo 

baseado em um aprendizado a partir de observações previamente classificadas ou avaliadas em 

uma amostra de treinamento.   

 

Diversos estudos têm mostrado a superioridade dos métodos ensemble em diferentes aplicações 

de inteligência artificial para reconhecimento de padrões (Kuncheva e Whitaker, 2003; Sollich 
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e Krogh, 1996). Em finanças, algoritmos ensemble têm sido aplicados a diversos problemas 

como, por exemplo, de previsão de dificuldades financeiras (Liang, Tsai, Lu, Chang, 2020) ou 

falência corporativa (du Jardin, 2020), de previsão de preços de ativos ou commodities (Wang, 

Niu, Du, Yang, 2020; Aggarwal, Chandrasekaran, Annamalai, 2020), etc. 

 

Neste estudo, são analisados resultados de técnicas ensemble de aprendizagem de máquina, 

notadamente (i) bagging, (ii) boosting e (iii) random forest, em aplicações voltadas a problemas 

de classificação de observações em classes ou categorias, utilizando base de dados do segmento 

bancário. 

 

Problemas de classificação estão direcionados à identificação da classe ao qual uma 

determinada observação é mais provável de pertencer. Por exemplo, em aplicações de credit 

scoring, pode-se usar técnicas de aprendizagem de máquina para identificar ao grupo de 

inadimplentes ou adimplentes ao qual um determinado tomador tem maior probabilidade de 

pertencer. Em aplicações de análise de fraude, busca-se identificar se determinada operação 

financeira é mais provável de ser legítima ou fraudulenta. 

 

Mais especificamente, nesse estudo são analisados dois bancos de dados publicamente 

disponíveis que abordam: (i) risco de crédito em operações de empréstimo para pessoas físicas 

e (ii) adesão a programas de marketing de incentivo à realização de depósitos em um 

determinado banco.  

 

Os resultados são comparados com os da regressão logística, que constitui técnica estatística 

tradicional e comumente usada como benchmark para avaliação de desempenho de algoritmos 
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de classificação. A seguir, são apresentados, de forma resumida, os fundamentos de cada 

técnica aplicada às bases de dados.  

 

b. Discussão dos algoritmos 

 

- Regressão logística 

Uma das técnicas mais tradicionais para classificação, notadamente em variáveis dicotômicas, 

é a regressão logística. A classificação envolve, portanto, uma variável 𝑌 que pode assumir os 

valores 0 ou 1 A despeito de sua origem na estatística, pode-se considerar também a regressão 

logística como uma ferramenta de inteligência artificial, uma vez que existe um mecanismo de 

aprendizagem em função do ajuste de parâmetros a partir de uma amostra de calibração.  

 

Considerando o vetor de 𝑘 características 𝒙, obtêm-se parâmetros 𝛽𝑖, 𝑖 = 0, 1, … , 𝑘 de uma 

regressão linear em uma amostra de treinamento, a partir da função ln(𝑝/(1 − 𝑝)) = 𝛽0 +

𝛽1𝑥1 + 𝛽2𝑥2 + ⋯ + 𝛽𝑘𝑥𝑘, onde 𝑝 representa a probabilidade de 𝑌 ser igual a 1 e 1 − 𝑝 

representa a probabilidade de 𝑌 ser 0.  

 

A classificação em uma amostra de predição envolve substituir as características 𝒙 na equação 

de regressão. No modelo de regressão logística tradicional, 𝑌 é classificada como 1, se 𝑝 =

1/ (1 + exp(−(𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 + ⋯ + 𝛽𝑘𝑥𝑘))) > 0,5, e 𝑌 é classificada como 0, caso 

contrário.  

 

Destaca-se que resultados de acurácia de classificação de modelos usualmente são comparados 

com resultados oriundos do uso de regressão logística. Assim, a regressão logística constitui 
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um benchmark para comparação de ganhos de classificação de outros modelos de aprendizagem 

de máquina; 

 

 

- Bagging 

O bagging é um método baseado na geração de um preditor agregado médio, obtido a partir 

combinações múltiplos preditores, utilizando réplicas bootstrap do conjunto de aprendizado 

(Breiman, 1994, 1996).  

 

Para problemas de classificação, define-se ℒ como o conjunto de aprendizado contendo os 

dados  {(𝑦𝑛, 𝒙𝑛), 𝑛 = 1, … , 𝑁}, sendo 𝑦 os labels associados às diferentes classes ou categorias. 

Essas classes dependem das diferentes aplicações como, por exemplo, (i) tomador inadimplente 

ou não inadimplência em análise de application scoring, (ii) fraude, erro humano ou problema 

de sistemas em gestão de risco operacional, (iii) consumidor indiferente, consumidor pouco 

motivado, consumidor muito motivado por um determinado produto financeiro, em campanhas 

de marketing.  

 

De acordo com Breiman (1994, 1996). no bagging, utiliza-se a função 𝜑(𝒙, ℒ) como um 

modelo de predição de 𝑦 considerando-se as características 𝒙. Utilizando-se diferentes amostras 

bootstrap do conjunto de treinamento, obtém-se uma sequência {ℒ𝑘} que permite a 

identificação de 𝑘 preditores 𝜑(𝒙, ℒ𝑘). Sendo 𝜑(𝒙, ℒ) utilizado para prever uma classe 𝑗 ∈

{1, … , 𝐽}, então, considerando o critério de maioria de votos, a classificação envolve uma função 

agregada 𝜑𝐴(𝒙) = argmax𝑗𝑁𝑗, onde 𝑁𝑗 representa o número de amostras em que a função 

𝜑(𝒙, ℒ𝑘) conduziu a uma classificação na classe 𝑗.  
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Ou seja, o algoritmo de bagging estabelece que, a partir de uma dada amostra de aprendizado, 

são geradas amostras aleatórias com reposição, que passam por uma função de predição da 

categoria 𝑗 à qual uma dada observação com características 𝒙 pertence. Destaca-se que em cada 

amostra, a predição da observação pode ser diferente e, portanto, a categorização final da 

observação é dada pela classe em que foi classificada na maioria dos modelos de predição.  

 

Técnicas de bagging são utilizadas em finanças em diversas aplicações como, por exemplo, em 

Yin (2020) que estabelece previsões de equity premium e de decisão de carteira ótima e em 

Jordan, Vivian e Wohar (2017) que estima retornos de mercado. 

 

- Boosting 

Seguindo a discussão de Freund e Schapire (1995, 1999), no boosting, há um conjunto de 

treinamento {(𝑥𝑖, 𝑦𝑖)}, 𝑖 = 1, … , 𝑚, no qual cada 𝑥𝑖 pertence a um espaço 𝑋 que denota as 

características que são usadas para classificação de uma determinada observação 𝑖 no label 𝑦𝑖 

pertencente a um conjunto 𝑌. Tendo em vista que neste estudo são analisadas situações que 

envolvem apenas duas classes, por exemplo, inadimplente e não inadimplente, define-se que as 

possíveis categorias são 𝑌 = {−1; +1}, dada a conveniência dessa notação para a construção 

do algoritmo. 

 

De modo de semelhante ao bagging, no boosting uma função de classificação, chamada de 

algoritmo base ℎ𝑡: 𝑋 → {−1; +1}, é aplicada repetidamente em uma série de amostras em 

diferentes rodadas 𝑡 = 1, … , 𝑇. Porém, diferentemente do bagging onde se utilizam amostras 

bootstrap que independem das amostras anteriores, no boosting as novas amostras dependem 

dos erros de classificação 𝜖𝑡 obtidos previamente. 
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Assim, as novas amostras definidas em cada rodada 𝑡 têm uma distribuição 𝐷𝑡 que estabelece 

maior probabilidade de incluir observações que foram incorretamente classificadas em rodadas 

anteriores. Assim, esse mecanismo de alteração da distribuição de probabilidades permite um 

aprendizado que ajusta a classificação final em função dos resultados anteriores do algoritmo.  

 

Mais especificamente, no algoritmo do AdaBoost, representativo de uma versão do boosting 

proposto por Freund e Schapire (1995, 1999), o erro de classificação é obtido por meio de 𝜖𝑡 =

𝑃𝑖~𝐷𝑡
(ℎ𝑡(𝑥𝑖) ≠ 𝑦𝑖) = ∑ 𝐷𝑡(𝑖)𝑖=ℎ𝑡(𝑥𝑖)≠𝑦𝑖

. Essa medida de erro subsidia a obtenção de um 

parâmetro de ajuste ou ponderação na classificação, dado por 𝛼𝑡 =
1

2
ln (

1−𝜖𝑡

𝜖𝑡
).  

 

A nova distribuição de probabilidades, que será a base da amostra a ser analisada na próxima 

rodada, é dada por 𝐷𝑡+1(𝑖) = 𝐷𝑡(𝑖)exp(−𝛼𝑡𝑦𝑖ℎ𝑡(𝑥𝑖))/𝑍𝑡, onde 𝑍𝑡 é um fator de normalização. 

Após várias rodadas, a classificação final 𝐻(𝑥) gerada pelo algoritmo AdaBoost é obtida 

aplicando-se a função base ℎ𝑡 em 𝑥, ponderando-se os resultados pelos coeficientes 𝛼𝑡 de cada 

rodada de classificação, conforme 𝐻(𝑥) = sign ∑ 𝛼𝑡ℎ𝑡(𝑥)𝑇
𝑡=1 . 

 

Destaca-se que versões adaptadas do boosting são utilizadas em diversos estudos na área de 

finanças como, por exemplo, na identificação de arbitragem estatística (Krauss, Do e Huck, 

2017) e na previsão de falências (Zieba, Tomczak e Tomczak. 2016). 

   

- Random forest  

As random forests constituem uma combinação de preditores baseados em árvores de decisão, 

na qual cada árvore depende de valores de um vetor aleatório gerado de forma independente e 

identicamente distribuídas em relação a todas as árvores da floresta (Breiman, 2001).  
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Seguindo Ho (1995), dadas 𝑡 árvores, para um ponto específico 𝑥, considera-se um nó final 

𝑣𝑗(𝑥) da árvore 𝑇𝑗, 𝑗 = 1, 2, … , 𝑡 ao qual a observação foi classificada. A partir do teorema de 

Bayes, pode-se estabelecer a probabilidade a posteriori de que 𝑥 pertence à classe 𝑐 das 𝑛 

possíveis classes, como 𝑃 (𝑐|𝑣𝑗(𝑥)) = 𝑃 (𝑐, 𝑣𝑗(𝑥)) / ∑ 𝑃 (𝑐𝑙, 𝑣𝑗(𝑥))𝑛
𝑙=1 .  

 

Essa probabilidade pode ser obtida por meio de �̂� (𝑐|𝑣𝑗(𝑥)), calculada a partir da fração de 

pontos classificados em 𝑐 em relação a todos os pontos que são atribuídos a 𝑣𝑗(𝑥). Assim, a 

função que discrimina os pontos é dada por 𝑔𝑐(𝑥) = 1/𝑡 ∙ ∑ �̂� (𝑐|𝑣𝑗(𝑥))𝑡
𝑗=1  (Ho, 1995). 

 

Aplicações recentes de random forests para o segmento de instituições financeiras incluem, por 

exemplo, (i) campanhas de marketing (Ladyzynski, Zbikowski e Gawrysiak, 2019), (ii) 

previsão de crises bancárias (Beutel, List e Schweinitz, 2019), (iii) detecção automática de 

relacionamento entre operações bancárias (González-Carrasco et. al., 2019), detecção de trojans 

que buscam acesso a sistemas de pagamento e serviços bancários online (Gezer et. al., 2019),. 

 

4. Análise empírica 

 

Nesse trabalho, os métodos ensemble são aplicadas a duas bases de dados. A primeira base é 

composta inicialmente por 32.581 observações simuladas de dados de bureau de crédito, e é 

disponibilizada por Tse (2020). A variável a ser predita envolve a classificação de um cliente 

pessoa física tornar-se ou não inadimplente ao contrair um empréstimo bancário.  
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Assim, o objetivo da aplicação é classificar o tomador, com base em características do cliente 

e da operação, no grupo de inadimplentes ou adimplentes. Na carteira disponibilizada, há uma 

taxa de inadimplência de cerca de 22% e, portanto, a base é suavemente desbalanceada.  

 

O banco de dados contém diversas variáveis que podem explicar a possível inadimplência, 

considerando as características do tomador e da operação como, por exemplo, (i) renda anual, 

(ii) tipo de imóvel (próprio, alugado, financiado,...), (iii) motivo do empréstimo (pessoal, 

educação, saúde, investimento em negócios, reforma de imóvel, ...), (iv) taxa de juros da 

operação, (v) rating inicial da operação, etc. Após a realização de uma limpeza da base, 

eliminando-se dados faltantes e agregando-se variáveis nominais com poucas observações, 

obteve-se uma base final com 28.544 operações de empréstimo.  

 

O segundo banco de dados baseia-se em levantamento de Moro, Cortez e Rita (2014) composto 

45.211 observações que refletem campanhas de marketing direto em uma instituição financeira 

de Portugal. A variável a ser classificada relaciona-se com o cliente aderir ou não aderir a um 

programa de marketing e realizar depósitos no banco. Nesse problema específico, deseja-se 

avaliar se um dado cliente é mais ou menos susceptível a esforços de contato voltados para 

oferta de um produto financeiro.  

 

Na base de dados, a taxa de conversão, ou seja, a taxa de clientes que fazem os depósitos 

bancários a partir dos esforços de marketing, é de cerca de 12% indicando um 

desbalanceamento maior que a primeira base de dados. É importante ressaltar que o 

desbalanceamento da frequência de observações entre as diferentes classes constitui um desafio 

a modelos quantitativos de classificação baseados em aprendizagem de máquina. 
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As variáveis explicativas da segunda base de dados envolvem, por exemplo, (i) idade do cliente, 

(ii) tipo de emprego (administrativo, operário, empreendedor, estudante, autônomo, ...), (iii) 

estado civil, (iv) nível educacional, (v) forma de contato (telefone ou celular), (vi) dia da semana 

do último contato, (vii) duração do contato em segundos, (vii) resultado de campanhas 

anteriores para esse cliente, (viii) variação na taxa de desemprego, (ix) taxa de inflação, etc...  

 

Em todos os bancos de dados, a amostra de treinamento foi escolhida obtendo-se observações 

aleatórias correspondentes a 70% da amostra total. Uma vez treinados os modelos de 

aprendizagem de máquina, os parâmetros obtidos são utilizados para fazer a previsão na 

amostra de teste, que corresponde ao restante 30% da amostra total. Foi realizada validação 

cruzada em 10-fold, repetindo 3 vezes.  

 

Os algoritmos foram rodados em R, utilizando bibliotecas com funções glm, treebag, gbm e rf 

que exploram algoritmos de regressão logística, bagging, boosting e random forests, 

respectivamente. Para o bagging, a técnica de classificação base é a árvore de decisão e no 

boosting foi usado o stochastic gradiente boosting, baseado em árvores. 

 

Para avaliação de adequação dos modelos na amostra de teste foram consideradas diversas 

métricas baseadas na matriz de confusão. Ressalta-se que a matriz de confusão indica o acerto 

ou não de uma predição realizada pelos algoritmos, a partir das variáveis explicativas, em 

relação ao verdadeiro valor da variável de interesse.  

 

A partir da notação de 𝑇𝑃 para positivos verdadeiros, 𝐹𝑁 para falsos negativos, 𝐹𝑃 para falsos 

positivos e 𝑇𝑁 para verdadeiros negativos, foram calculados (i) a sensibilidade ou taxa de 

verdadeiros positivos, também chamada de recall (𝑆 = 𝑇𝑃/(𝑇𝑃 + 𝐹𝑁)), (ii) a especificidade 
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ou taxa de verdadeiros negativos (𝐸 = 𝑇𝑁/(𝑇𝑁 + 𝐹𝑃)), (iii) acurácia (𝐴 = (𝑇𝑃 + 𝑇𝑁)/

(𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁)), (iv) valor preditivo negativo (𝑁𝑃𝑉 = 𝑇𝑁/(𝑇𝑁 + 𝐹𝑁)), (v) escore 

F1 (𝐹1 = 2𝑆 ∙ 𝑃𝑃𝑉/(𝑆 + 𝑃𝑃𝑉)), (vi) prevalência: (𝑃𝑉 = (𝑇𝑃 + 𝐹𝑁)/(𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 +

𝐹𝑁)), (vii) taxa de detecção (𝐷𝑅 = 𝑇𝑃/(𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁)), (viii) taxa de prevalência 

(𝐷𝑃 = (𝑇𝑃 + 𝐹𝑃)/(𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁)), (ix) acurácia balanceada (𝐵𝐴 = (𝑆 + 𝐸)/2). Os 

resultados são apresentados nas Tabelas 1 e 2. 

 

Cada métrica focaliza o desempenho do modelo em termos de maior número de acertos na 

previsão, considerando diferentes dimensões que podem ser avaliadas a partir da matriz de 

confusão. Foram também geradas as curvas ROC (Receiver Operating Characteristic), 

ilustradas nas Figuras 1 e 2, que permitem uma avaliação visual da adequação de cada modelo.  

 

Tabela 1: Métricas de desempenho de classificação dos diversos modelos para o banco de dados 

de empréstimos para pessoa física 

 

 

Os resultados indicam que para a primeira base de dados, random forest e bagging são 

superiores aos outros modelos em diversas métricas de desempenho. Em particular, o random 

forest, método ensemble baseado na combinação de árvores de decisão, mostra um desempenho 

superior em diversas métricas, inclusive considerando a curva ROC e a métrica AUROC.  

Desempenho Regressão Logística Bagging Boosting Random Forest

S 0,947 0,986 0,983 0,992

E 0,495 0,736 0,704 0,729

A 0,873 0,932 0,924 0,931

NPV 0,719 0,934 0,919 0,961

F1 0,909 0,958 0,953 0,960

PV 0,786 0,786 0,786 0,786

DR 0,744 0,774 0,772 0,779

DP 0,852 0,831 0,836 0,837

BA 0,721 0,861 0,843 0,860

AUROC 0,859 0,922 0,919 0,934
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Figura 1: Curva ROC dos modelos aplicados à base de inadimplência  

 

 

Evidencia-se que a melhoria de desempenho em relação à técnica tradicional de classificação 

baseada na regressão logística é substancial, principalmente quando se leva em consideração 

que o ganho de acurácia envolve praticamente apenas esforço computacional, sem a 

necessidade de uma atuação de um analista de crédito humano. 

 

Já para a segunda base de dados, referente à sensibilização do cliente a esforços de marketing 

da instituição financeira, os resultados são menos decisivos para uma técnica específica. 

Diferentes métricas de performance favorecem diferentes métodos. Dependendo dos objetivos 

de assertividade da instituição financeira, os métodos ensemble de bagging e boosting e até 

mesmo a técnica estatística tradicional de regressão logística podem servir de modelo para 

tomada de decisão.  
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Tabela 2: Métricas de desempenho de classificação dos diversos modelos para o banco de dados 

de adesão a produto de depósito bancário. 

 

 

Enquanto na base anterior o random forest propiciava melhores classificações em uma série de 

métricas, nessa segunda base, a técnica de combinação de árvores de decisão apresenta 

superioridade apenas em termos do indicador de AUROC. 

   

Figura 2: Curva ROC dos modelos aplicados à base de adesão a esforços de marketing  

 

 

Desempenho Regressão Logística Bagging Boosting Random Forest

S 0,974 0,957 0,971 0,964

E 0,349 0,473 0,417 0,462

A 0,920 0,933 0,927 0,932

NPV 0,639 0,592 0,651 0,623

F1 0,946 0,945 0,949 0,948

PV 0,885 0,885 0,885 0,885

DR 0,862 0,847 0,859 0,852

DP 0,937 0,908 0,926 0,914

BA 0,661 0,715 0,694 0,713

AUROC 0,902 0,911 0,921 0,927
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5. Considerações finais 

 

Sob uma perspectiva teórica, as inovações em finanças buscam explorar oportunidades 

associadas a imperfeições de mercado, custos de transação ou lacunas regulatórias. Sob uma 

perspectiva prática, as inovações financeiras podem trazer benefícios para uma gama enorme 

de stakeholders. Não somente agentes que buscam obter aumento de riqueza podem se 

beneficiar das inovações como também a sociedade pode se desenvolver.  

 

Por exemplo, conforme discutido nesse estudo, as inovações em produto e em sérvios 

financeiros podem propiciar (i) o financiamento de atividades de alto grau de risco e de 

iniciativas de impacto social, que não necessariamente envolvem uma busca direta por lucro, 

bem como (ii) o acesso de indivíduos ao mercado bancário e a instrumentos financeiros. Neste 

contexto, o desenvolvimento de um mercado de carbono e o surgimento de fintechs constituem 

exemplos de inovação que podem contribuir para a sociedade em geral.  

 

No entanto, a despeito de seus potenciais benefícios, as inovações também podem trazer riscos 

ao mercado. Exemplificando, (i) a inovação em produto com a criação de instrumentos 

financeiros sofisticados e (ii) o uso de algoritmos automatizados de high frequency estão 

associados à crise de crédito de 2007-2008 e ao flash crash do mercado acionário americano 

em 2010, respectivamente.  

 

Neste contexto, o surgimento de uma nova onda de inovações financeiras propiciada pelo 

avanço tecnológico, mais especificamente, em relação ao levantamento, armazenamento e 

processamento de dados e ao desenvolvimento de algoritmos de inteligência artificial, deve ser 

visto com otimismo e também com cautela.  
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Do ponto de vista positivo, as inovações financeiras podem amplificar benefícios à sociedade, 

reduzindo custos de transação e propiciando maior acesso da população aos instrumentos e 

mercados financeiros. Porém, do ponto de vista negativo, desafios surgem com relação a 

questões de privacidade, de proteção de dados, de uso ético da inteligência artificial, etc.  

 

Nesse estudo, buscou-se evidenciar contribuições de inteligência artificial para a indústria 

bancária, com foco portanto na perspectiva otimista de que técnicas de aprendizagem de 

máquina podem trazer benefícios ao segmento bancário. Foram apresentadas aplicações de 

inteligência artificial em problemas de classificação notadamente enfrentados por bancos: (i) 

avaliação de risco de crédito, buscando-se gerar modelos de classificação de bons e maus 

pagadores em operações de crédito e (ii) análise de esforços de marketing, buscando-se obter 

modelos que melhor identifiquem clientes propensos ou susceptíveis a adquirir produtos 

financeiros.  

 

A partir da aplicação de métodos ensemble de aprendizagem de máquina, mais especificamente, 

bagging, boosting e random forest, foram comparados os desempenhos de métricas de 

classificação com uma técnica estatística usualmente utilizada como benchmark, a regressão 

logística.  

 

É importante destacar que os resultados apresentados não permitem explorar a importância 

relativa das variáveis explicativas para previsão da variável dependente, evidenciando a crítica 

comumente realizada a técnicas de aprendizagem de máquina sobre representarem black boxes. 

Embora existam ferramentas para identificar a relevância de cada variável para a previsão, esses 
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mecanismos não foram explorados nesse estudo. Além disso, análises de balanceamento e 

outras técnicas de validação não foram analisadas. 

 

Como sugestão para estudos futuros, podem ser indicados (i) o estudo do desbalanceamento 

dos bancos de dados, (ii) a análise de seleção de características ou variáveis que poderiam trazer 

maiores ganhos de classificação, (iii) a avaliação de desempenho ajustada por erros de 

classificação, ou seja, considerando maior peso para clientes que são considerados bons 

pagadores mas que deveriam ser classificados com mau pagadores e para clientes considerados 

susceptíveis aos esforços de marketing, mas que deveriam ser classificados como não 

susceptíveis. Tendo em vista que custos de inadimplência e custos dos esforços de marketing 

podem ser substanciais, atribuir pesos diferentes a classificações erradas pode auxiliar no 

processo de tomada de decisão.  

 

Finalmente, pode-se indicar que as inovações tecnológicas, notadamente as advindas pelo uso 

de inteligência artificial. devem ser vistas sob oportunidades e ameaças. O o uso de IA pode 

melhorar a experiência do cliente, reduzir custos de transação e dar acesso a produtos e serviços 

financeiros a uma maior parcela da população. Em contrapartida, confiar demasiadamente em 

resultados de modelos de inteligência artificial, sem um domínio claro de premissas ou de 

atendimento a regras éticas e morais, pode implicar em violação de privacidade e aumento de 

discriminação.  

 

Dessa forma, instituições financeiras, agentes reguladores, profissionais de finanças e demais 

stakeholders devem compreender os avanços em finanças e avaliar de forma técnica as 

inovações que a inteligência artificial tem trazido, buscando aumentar os benefícios à sociedade 

e limitar os impactos negativos ao mercado.  
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